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Bevezetés  
A Raman spektroszkópia egyik fontos területe a kémiai térképezéssel 

történ� anyagvizsgálat. Kémiai térképezéshez a Raman-spektroszkópot 
mikroszkóppal kapcsoljuk össze, ami számos el�nnyel jár, ezért a kémiai térképezés 
(chemical imaging, CI) az analitikai és f�ként a spektrometriai technikák közül az 
egyik leggyorsabban fejl�d� terület. Jelent�ségét jelzi, hogy nemcsak a 
tudományban hanem az iparban is számos területen alkalmazzák, mint például a 
félvezet�iparban [1], az orvostudományban [2], papíriparban [3], az 
élelmiszeriparban [4-6], a m�anyagiparban [7,8] és a b�nügyben [9]. Fontos 
megjegyezni, hogy különbséget kell tenni spektrális képalkotás (spectral imaging, 
SI) és kémiai térképezés között. A spektrális képalkotás mindazon technikák 
gy�jt�fogalma, amelyet valamilyen optikai spektroszkópiai módszer (lehet 
infravörös, Raman, fluoreszcencia, UV stb.) és a hagyományos képalkotó eljárások 
(mikroszkópok) összeolvasztásával érünk el. A kémiai térképezés fogalma ennél 
sz�kebb. Ez alatt csak a rezgési spektroszkópiai módszereket értjük (infravörös, 
közeli infravörös, Raman). E módszerek fejl�dése f�ként az utóbbi két évtizedben 
robbanásszer�, s már 2000-2008 között megduplázódott a kémiai térképezéssel 
foglalkozó cikkek száma [12]. A gyógyszerek vizsgálatában a növekedés még 
szignifikánsabb volt, s egyre több vonatkozásban bizonyosodott be, hogy adott 
kérdések hatékony eldöntése csupán e módszert�l várható [13-15]. A sok pontból 
történ� fókuszált spektrumfelvétel a min�ségi és mennyiségi információk mellett 
térbeli információk kinyerésére is alkalmas. Egyes komponensek eloszlása mellett 
még határfelületi kölcsönhatásokra és egyéb technológiai jellemz�kre is 
következtetni tudunk. 

A kémiai térképezés megvalósításának eredménye, hogy a mérések során 
óriási mennyiség� adat keletkezik, amelyeket csak számítógépes szoftverekkel és 
matematikai statisztikai módszerekkel lehet feldolgozni és kiértékelni. A 
spektrumokat több száz akár ezer hullámszámon mérik, amelyek ugyanennyi 
változót jelentenek. Ezeket többváltozós adatelemzési módszerekkel lehet kezelni 
olymódon, hogy a megfelel� információkat kinyerhessük. 

A legegyszer�bben akkor járhatunk el, ha a vizsgált szilárd minták 
komponenseinek száma és a tiszta komponensek referenciaspektrumai ismertek. A 
referenciaspektrumokat együtthatókkal szorozva megkaphatjuk a mért 
spektrumokat, ha a mért és a számított spektrumaink közötti eltérések 
négyzetösszegét minimalizáljuk. A kapott együtthatókból adott komponensek 
eloszlástérképe hozható létre. Ezt a legkisebb négyzetek módszerén (classical least 
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squares, CLS) alapuló módszert alkalmazzák a legelterjedtebben eloszlástérképek 
létrehozására.  
 

Gyógyszer-technológiai módszerek összehasonlítása Raman térképezés 
segítségével 

Vizsgáltunk eltér� technológiával el�állított ugyanolyan összetétel� 5 
komponens� tablettákat [16]. A hatóanyag eloszlásait az egyes tablettákban az 1. 
ábra mutatja. A direkt préseléssel el�állított tabletta esetén (D, 1.a ábra) heterogén 
eloszlást tapasztaltunk, a kémiai térképen a hatóanyagszemcsék egyértelm�en 
beazonosíthatók. Az örvényáramú módszerrel granulált tabletták eloszlástérképein 
(1.b és 1.c ábra) homogenizált hatóanyagot találtunk függetlenül attól, hogy vízzel 
(W) vagy a hatóanyag oldatával (A) végeztük a granulálást. (Bár utóbbi esetben  
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lényegesen egyenletesebb eloszlást mértünk.) A fluidizációs granulálással készült 
termékek (1.d-g ábra) eltér� képet mutattak. A 1.d és 1.e ábrán a fluidizált 
részecskéket sem a tiszta víz (W) sem a hidroxipropil-metilcellulóz oldata (H) nem 
tudta feloldani a nedvesedési és száradási folyamat során. A homogén 
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hatóanyageloszlást ebben az esetben is csak az tudta biztosítani, ha magát a 
hatóanyagot is feloldottuk a granuláló folyadékban. (1.f és 1.g ábra). A Raman-
térképezéssel és a CLS módszerrel érzékenyen ki tudtuk mutatni a 
gyógyszerkészítmény-technológiák homogenizálási hatásossága közötti 
különbségeket. 

A Raman-spektrometria érzékenyen mutatja ki a legkisebb 
heterogenitásokat is. Ezt használtuk fel új gyógyszertechnológiai módszerekkel, 
elektrosztatikus szálképzéssel és extrúzióval el�állított kétkomponens� hatóanyag-
segédanyag rendszerek jellemzésére [17]. A CLS-sel létrehozott eloszlástérképek jól 
mutatták a különbségeket a minták eltér� el�állítási módjai között (2. ábra). A 2.a 
ábrán látható hatóanyag eloszlás közel tökéletesen homogén. Ezzel igazoltuk, hogy a 
hatóanyag és a segédanyag szinte szilárd oldatot képeztek a szálképzést követ�en. 
Az extrúzió ezzel szemben kisebb heterogenitásokat tartalmazó terméket képzett 
(2.b ábra). Azonban még ez is lényegesen homogénebbnek bizonyult, mint a 
hatóanyag és a segédanyagok fizikailag keveréke (2.c ábra). A homogénebb eloszlás 
a hatóanyag amorf formájának meg�rzését is el�segíti. 

Azonban nemcsak abban az esetben tudunk alkotni eloszlástérképeket, ha 
ismerjük a referenciaspektrumokat. A kemometria eszköztárában számos módszer 
létezik, amelyekkel el�zetes ismeretek nélkül kinyerhetjük a felvett Raman-
térképekb�l a tiszta komponensek spektrumait Ezek a görbeillesztés nélküli 
profilkinyerési módszerek (multivariate curve resolution, MCR) alkalmasak arra, 
hogy a számos spektrum változékonyságát kihasználva felderítsék a tiszta 
komponensek színképét. A szakirodalomból ismert módszerek közül a többváltozós 
görbefelbontás – váltakozó legkisebb négyzetek módszerét (multivariate curve 
resolution-alternating least squares, MCR-ALS), a pozitív mátrixfelbontást (positive 
matrix factorization, PMF), a változófelosztással megvalósított, kib�vített Lagrange 
módszert (simplex identification via split augmented Lagrangian, SISAL) és az 
egyszer� használatú, párbeszédes görbeillesztés nélküli keverék-elemzést (simple- 
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to-use self-modelling mixture analysis, SMMA vagy SIMPLISMA) használtuk [18]. 
Az adatkészlet a korábban bemutatott eltér� gyártástechnológiával készített 
tablettákról felvett Raman térképekb�l állt. Ezen a modelltablettákon 
megvalósíthattuk a kemometriai módszerekkel a spektrumok kinyerését. A 3.a ábra 
mutatja a hatóanyagspektrumra kapott eredményeket a különféle módszerek és 
tabletták esetén. A 3.b ábra a segédanyagként alkalmazott kukoricakeményít� valódi 
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és becsült spektrumait szemlélteti. A módszerek különböz� hatékonyságot mutattak. 
A legjobb egyezést az MCR-ALS-sel és a PMF-fel értük el, amelyek a legtöbb 
komponensspektrumot találták. 

 
,���������	�
������(�)�������"����$������%
��(�)�������������$���
����

��#����$�������
�"����

A SISAL és az SMMA rosszabbul teljesítettek az összevetésben. A módszerek a 
direkt préselt tablettában (D) általában jobb eredményességgel m�ködtek, mint a 
homogénebb komponens eloszlásokat mutató fluidizációs (F-W) és nedves (HS-W) 
granulálással képzett gyógyszerformákban. 
 

Mennyiségi elemzések Raman-térképek alapján 
A bemutatott kemometriai módszereken keresztül min�ségi információkhoz 

juthatunk. Pontos mennyiségi meghatározás CLS-sel vagy egyváltozós 
kiértékeléssel sok esetben nem végezhet� kielégít� módon, mert azokból csak relatív 
mennyiségeket kaphatunk, azaz csak közelít� becslésként használhatók. A 
gyógyszeriparban azonban kiemelked� fontosságú a termékek, összetételének 
pontos meghatározása, biztosítása is. Ezen belül komoly kihívást jelent a polimorfia 
jelensége, azaz, hogy ugyanaz a hatóanyag különböz� kristályformái milyen 
részarányban fordulnak el� egy készítményben. A polimorfia hatással van az anyag 
fizikai-kémiai tulajdonságaira, például olvadáspontjára, h�kapacitására, 
oldhatóságára, oldódási sebességére, melyek nemcsak az anyag feldolgozhatóságát 
(pl. folyási tulajdonságait, préselhet�ségét) befolyásolják, hanem stabilitását és 
biológiai hatékonyságát is. Így a polimorfokat tartalmazó termékek pontos 
kvantitatív jellemzése fontos a tisztaság, stabilitás, technológia tekintetében, melyek 
akár szabadalmi jelent�ség�ek is lehetnek. 

A mennyiségi meghatározáshoz nagy segítséget nyújt a kémiai térképezés, 
mely során a minta több pontját mérjük, így az összetétel valós térbeli eloszlásáról 
kapunk információt. A Raman-mikrospektrometriás vizsgálat el�nye a klasszikus 



 73

módszerekkel szemben, hogy roncsolásmentes, egyszer�, költséghatékony mérést 
tesz lehet�vé, minimális mintael�készítést igényel, a termék akár csomagoláson 
keresztül is vizsgálható. Mindezek lehet�vé teszik alkalmazását on-line módon is, 
integrálva a korszer� un. PAT (process analytical technology) gyártási folyamatba. 

Kémiai térképekb�l a polimorfok mennyiségi meghatározására jellemz�en a 
PLS regressziót alkalmazzák. Erre a szakirodalomban több példa is található [19-
24]. Azonban egyik sem vizsgálja meg az egyéb opciókat. A mennyiségi 
meghatározás pontosságának növelésére többféle kemometriai módszer 
alkalmazásával van lehet�ség. Vizsgálatsorozatunkban különböz� többváltozós, 
lineáris illetve nemlineáris regressziós módszert valamint változó-kiválasztási 
algoritmusok alkalmazhatóságát teszteltük polimorf keverékek Raman-térképein. 

A vizsgált polimorf rendszer, s a felvételi módszerek a következ�k voltak: A 
mennyiségi elemzéshez modellvegyületként a Carvedilol hatóanyagot használtuk. A 
Carvedilol szívbetegségek és vérkeringési zavarok kezelésére alkalmazható béta-
blokkoló, melynek több polimorf módosulata ismert. A vizsgálatokhoz a Form I és a 
Form II kristályformákat választottuk. Ez a modellrendszer egyszer�sége lévén jól 
használható a különböz� módszerek el�rejelz� képességének összehasonlítására, 
ugyanakkor a polimorf rendszerek esetén felmerül� stabilitási problémák is 
vizsgálhatók segítségével. A kiértékelés során a legnagyobb kihívást azt jelenti, 
hogy a két polimorf módosulat spektrumában nagyon kevés eltérés tapasztalható (4. 
ábra). 
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A mintasorozat 19, a két polimorf módosulatot különböz� koncentrációkban 
tartalmazó fizikai keverékekb�l állt (1. táblázat). A keverékeket dörzsmozsárban 
tör�vel homogenizáltuk. Ez szükséges volt, hogy a polimorfok egymástól eltér� 
alakú és méret� kristályszemcséit közel azonos méret�vé �röljük a jobb 
elegyíthet�ség el�segítésére. A felvételek elkészítéséhez mintael�készítésre nem 
volt szükség: a keverékek tárgylemezen spatulával egy vékony rétegben 
elegyengetve kerültek vizsgálatra. 
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A Raman-szórás gerjesztéséhez 532 nm-es monokromatikus fényt 
alkalmaztunk, amelyet frekvenciakett�zött Nd-YAG lézerb�l nyertünk. Minden 
mintáról három, egyenként 441 képpontból (21x21) álló Raman-térkép készült. A 
spektrumokat 10-szeres nagyítású objektívvel vettük fel és a képpontok közt a 
lépésköz 50 µm-es volt, így a feltérképezett terület 1 mm2-nek adódott. Ezzel a 
felvételi technikával biztosítható az, hogy a fizikai keverékekben el�forduló 
inhomogenitás a mennyiségi meghatározást ne befolyásolja, megfelel�en 
reprezentatív legyen a helyek eloszlása, ahonnan a spektrumokat nyerjük. A 
térképeket alkotó spektrumok 1 s spektrumfelvételi id�vel és 3 akkumulációval 
adódtak megfelel� min�ség�nek. A spektrumok csúcsainak intenzitása, a jel-zaj 
viszony ilyen paraméterek mellett már nagyon jónak mutatkozott köszönhet�en a 
hatóanyag-molekula jelent�s mérték� Raman-aktivitásának. 
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Minta neve 
Form 

I 

Form 

II 

halmaz 

típusa 

 
Minta neve 

Form 

I 

Form 

II 

halmaz 

típusa 

CVD_0pct 0% 100% kal.  CVD_70pct 70% 30% kal. 
CVD_1pct 1% 99% kal.  CVD_85pct 85% 15% kal. 
CVD_2pct 2% 98% val.  CVD_89pct 89% 11% val. 
CVD_3pct 3% 97% kal.  CVD_92pct 92% 8% kal. 
CVD_5pct 5% 95% val.  CVD_95pct 95% 5% val. 
CVD_8pct 8% 92% kal.  CVD_97pct 97% 3% kal. 
CVD_11pct 11% 89% val.  CVD_98pct 98% 2% val. 
CVD_15pct 15% 85% kal.  CVD_99pct 99% 1% kal. 
CVD_30pct 30% 70% kal.  CVD_100pct 100% 0% kal. 
CVD_50pct 50% 50% val.      

Az adatel�készítés a következ� módon történt: A kémiai térképeket a 
számítógépes szoftver tárolja. Ezeknek a felvett térképeknek jellemz�en 
háromdimenziós struktúrájuk van, az adatok ún. hiperspektrális adattömbbe 
rendez�dnek. A téglatest két dimenzióját a térbeli koordináták, harmadikat a 
hullámszámok alkotják. Ennek következtében az adattömb minden pontja egy 
intenzitásértéket tartalmaz. A kés�bbi kezelhet�séget csak úgy tudjuk el�segíteni, ha 
ezt az adattömböt kiterítjük kétdimenziós mátrixszá, mely az intenzitásértékeket a 
helykoordináta és a hullámszám függvényében tartalmazza. 

A Raman-spektrumok jellemz�je, hogy bizonyos mérték� hátteret 
hordoznak, mert a látható tartományba es� gerjeszt� fény a rezgési energiaszintek 
mellett fluoreszcenciából származó emissziót is okozhat. A fluoreszcens hátteret 
mindegyik térképen az alapvonal illesztésével és kivonásával korrigáltuk. 
Alapvonal-korrekció során a spektrumokra szakaszosan lineáris függvényt 
illesztettünk. Vizsgálatunk során az összes térkép összes spektrumához, valamint a 
referenciaspektrumokhoz is ugyanazt az alapvonalat használtuk. 
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A térképek pontjai közt spektrumról spektrumra intenzitásingadozások 
figyelhet�k meg, mely a fókuszálás hibájából valamint a minta felületének 
egyenetlenségéb�l adódik. Ezt a spektrum görbe alatti területére történ� normálással 
küszöböljük ki, amivel az intenzitásértékeket azonos skálára helyezzük. 
Amennyiben a komponensek Raman-aktivítása között jelent�s a különbség, akkor a 
normálással torzítást viszünk a rendszerbe, amely megnehezítheti a mennyiségi 
információk kinyerését. Ugyanakkor polimorfok esetén - nagyon hasonló 
spektrumuk lévén - tapasztalataink szerint a normálás kevéssé jár 
információvesztéssel. 

A többváltozós regressziós módszerekkel végzett modellépítés során 
különböz� kombinációkban teszteltük az adatel�készítési módszerek modelljóságra 
való hatását. Jelent�sebb javulások a standardizálás (az egyes hullámszámokhoz 
tartozó intenzitásértékek egységnyi szórásra való transzformálás) és a centrálás 
(skálaeltolás nulla középre) használatával tapasztalhatók. A továbbiakban bemutatott 
modellek minden esetben a legjobb adatel�készítési módszerek alkalmazásával 
kerülnek bemutatásra. 

A modellek validálása, a modelljóságot jellemz� paraméterek:A 
modellépítéshez a térképek átlagspektrumát használtuk fel. A mintasorozat 19 tagját 
a teljes koncentrációtartományt felölel� kalibráló és validáló halmazra osztottuk 
12:7 arányban. A felosztást az 1. táblázatban színnel is jelöltük.  Egy mennyiségi 
becslésre használt modell hasznavehetetlen, ha csak az adott kalibráló halmaz 
elemeit képes leírni, miközben a jöv�beni mintákra nem ad megfelel� értékeket. 
Azért, hogy ne essünk a regressziós módszereknél el�forduló túlillesztés hibájába a 
modellek megfelel� validálása nélkülözhetetlen. Az ún. küls� validáláshoz a 
kalibráló halmazzal felépített modellek prediktív erejét a validáló halmaz 
segítségével teszteltük. Emellett végeztünk többelem-kihagyásos keresztellen�rzést 
is, amelyet a modellek bels� validálásának neveznek. 

Az alkalmazott módszerek összehasonlítására szolgáló legfontosabb 
mutatók a meghatározások közepes négyzetes hibái, melyek külön számolhatók a 
kalibráló (root mean square error of calibration, RMSEC) és validáló (root mean 
square error of prediction, RMSEP) halmazra valamint a keresztellen�rzésre (root 
mean square error of cross-validation RMSECV). Ezen kívül a modell illeszkedését 
jól jellemzi a determinációs együttható (R2) valamint a regressziós egyenes 
tengelymetszete is. A számított és bemért koncentrációk különbségét ábrázolva a 
bemért koncentrációk függvényében kapjuk a reziduum-ábrát, mellyel lehet�ségünk 
nyílik a modell adekvátságát vizsgálni. 

 
Referenciamódszerekkel felállított modellek 
Egyváltozós regresszió: A Raman-spektrumok intenzitásértékei elméletileg 

lineárisan függenek a koncentrációtól a Lambert-Beer törvény értelmében. 
Használatának azonban feltétele, hogy a spektrumban az adott komponensre 
szelektív csúcs vagy görbe alatti terület legyen található. Polimorf rendszerekben a 
szelektivitás az er�sen átfed� spektrumok miatt gyakran nem teljesül, valamint a 
lineáris viselkedést is módosíthatják az anyagban fellép� kölcsönhatások. 
Modellrendszerünkben két viszonylag jól elkülönül� szelektív csúcs található a 
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725,9 cm-1-nél (Form II polimorf módosulatra jellemz� csúcs) és 753,1 cm-1-nél 
(Form I-re jellemz� csúcs).  A két kiválasztott hullámszámnál leolvasható 
intenzitásértékekkel végeztük el az (egyváltozós) regressziót. A közepes négyzetes 
hiba megközelítette a 3%-ot, melyb�l arra következtethetünk, hogy a 
komponensekre valóban szelektív csúcsokon végeztük a regressziót. Ez az érték 
közelít� becslésnek elegend� lehet. Azonban ahhoz, hogy a kis mennyiség� 
szennyez�dések (1-5%-os tartomány) is jól becsülhet�k legyenek, nem 
elégedethetünk meg a 3%-os becslési hibával. Az egyváltozós regressziók sokszor 
nem eléggé stabilak, robusztusak; a mennyiségi becslést jelent�sek befolyásolják a 
fellép� véletlen hibák (zajok) vagy az alapvonal-illesztésb�l adódó pontatlanságok. 
Pontosabb mennyiségi elemzést a többváltozós módszerekkel lehet elérni. 

CLS módszer: A legegyszer�bb többváltozós módszer, a Klasszikus 
Legkisebb Négyzetek módszere (Classical Least Squares, CLS) X = CST + E 
egyenlet szerint az egyes spektrumokat a referenciaspektrumok lineáris 
kombinációiként becsüli, s a súlyfaktorok felelnek meg a koncentrációknak. (X az 
adatmátrix (n×k), ST a komponensek referenciaspektrumaiból képzett mátrix (p×k), 
C az egyes pontok spektrális koncentrációit tartalmazza (n×p), E a hibamátrix (n×k), 
mely négyzetes hibaértéket minimalizálja az algoritmus). A módszer el�nye, hogy a 
referenciaspektrumok ismeretében kalibrációs sorozat nélkül is becsülhet� a 
koncentrációprofil. Ugyanakkor a módszer lényegében kétpontos kalibráció, így 
maximum félkvantitatív információként kezelhet� a nyert eredmény. Kalibrációs sor 
alkalmazásával az algoritmus maga alkotja meg a modellezéshez használt 
referenciaspektrumokat, mely bizonyos esetekben el�nyös lehet, de a Carvedilol 
rendszeren mindkét módszerrel elvégezve a modellezést, kijelenthetjük, hogy 
jelent�s különbség nem tapasztalható közöttük. A módszer nem adott jobb 
eredményeket, mint az egyváltozós regresszió (2. táblázat), az egyes térképek 
koncentrációnak becslésénél néhol nagy félrebecslések adódtak. Ennek oka ebben az 
esetben is a nemlinearitás lehet, mely a reziduum-ábrák tanúskodnak. A CLS 
modellezés ezek alapján a polimorf keverékek gyors, de csupán közelít� becslésére 
illetve a minták összehasonlítása használható. A modell hibája ebben az esetben nem 
csökkent az egyváltozós kiértékeléssel elért 3% alá (5.a és 5.b ábrák), ezért egyéb 
többváltozós módszerek használata vált szükségessé. 

F�komponens-regresszió (PCR) és részleges legkisebb négyzetek módszere 
(PLS): Mindkét módszer f�komponens-analízisre (principal component analysis, 
PCA) épül. A f�komponens analízis során az eredeti változó-teret (jelen esetben az 
ezer hullámszámcsatornából felépített ezer dimenziójú teret) egy ortonormált térre 
vetítjük matematikai transzformáció segítségével, ezzel olyan új változókat hozva 
létre, melyek a legjobban leírják az adathalmazban lév� varianciát. Ennek 
köszönhet�en az els� néhány új változóban (f�komponensek) lesz az információ 
nagy rész, ezzel az adathalmaz dimenziója jelent�sen csökkenthet�. A regressziót 
ezután a redukált adathalmazzal lehet elvégezni. Mindegyik f�komponenshez adott 
f�komponens-együtthatók rendelhet�k, amelyek szorzatösszegeként a spektrumokat 
kapjuk meg. A részleges legkisebb négyzetek módszere annyiban különbözik a 
f�komponens analízist�l, hogy az új változók (látens változók) úgy jönnek létre, 
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hogy a függ� változóval való kovarianciát maximalizálják. Ezzel a látens változók 
jobban korrelálnak a függ� változóval, így a meghatározási hiba csökkenthet�.  

Az ily módon végzett modellépítés nélkülözhetetlen velejárója, hogy a 
f�komponensek/látens változók számát kell meghatározni. Azt kell megadni, hogy a 
modell szerint hány f�komponens tartalmazza a számunkra releváns információt, 
illetve melyek azok a f�komponensek, amelyekben már f�leg csak zavaró hatások 
érvényesülnek. A döntés alapja els�sorban a különböz� számú f�komponenssel 
végzett kalibrációk keresztellen�rzési hibájának minimalizálása volt. Emellett nem 
szabad figyelmen kívül hagyni azt a tényt, hogy a mintánk csupán két 
komponensb�l áll, így túl sok f�komponens/látens változó választásával túlillesztés 
léphet fel, a modell prediktív ereje romlik. Ezeket a szempontokat mérlegelve a 2 
f�komponenssel/látens változóval végzett modellépítés tekinthet� ez esetben 
optimálisnak.  
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Egy-
vált 3,20 - 3,16 0,9941 - 0,9940 -0,01 - -0,74 

CLS 3,48 - 3,63 0,9931 - 0,9921 -0,02 - -0,03 

PCR 3,06 4,01 3,08 0,9947 0,9908 0,9946 0 -0,02 -0,68 
PLS 1,82 2,81 2,27 0,9981 0,9956 0,9977 0 -0,36 -1,16 
iPLS 1,23 1,45 1,91 0,9991 0,9988 0,9988 0 -0,07 -1,17 
PLS-
GA 1,53 1,85 1,86 0,9987 0,9804 0,9986 0 -0,10 -1,05 

pPLS 1,07 1,67 1,13 0,9994 0,9984 0,9992 -0,02 -0,14 -0,13 
LWR 0,95 1,66 1,01 0,9995 0,9986 0,9994 -0,002 -0,59 -0,14 
SVM 1,16 1,64 1,38 0,9992 0,9984 0,9992 -0,17 0,09 -0,50 

 
A modelljóságot jellemz� paraméterek jól mutatják (2. táblázat), hogy CLS 

regresszióhoz képest érdemi javulás érhet� el az adatmátrix dimenziójának 
csökkentésével. Az eredmények az elméleti megfontolásokat is alátámasztják. 
Továbbá PLS modellezés esetén jobb meghatározást értünk el (2-2,5% körüli) a 
PCR-rel szemben, függetlenül attól, hogy mennyi látens változót vagy milyen 
adatel�készítést alkalmaztunk. A módszer hátránya, hogy a nemlinearitást nem 
képes kezelni. A Carvedilol rendszerben jelenlev� nemlinearitás az eddig bemutatott 
összes modell reziduumain tapasztalható (5.b és 5.d ábrák). A nemlinearitás oka 
lehet készülékbeli sajátosság, de megjelenhet az adatel�készítések miatt (pl. 
normálás) is. A változók sz�résével a meghatározás pontossága tovább javítható. 
Ennek lehetséges módja azon változók eltávolítása, melyek a nemlinearitást 
okozzák. Ezen túlmen�en nemlineáris algoritmusok használata is javasolt. 
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Változó-kiválasztási módszerekkel segített mennyiségi vizsgálatok  
Ahogy a Raman-térképek szerkezeténél említettük, a Raman spektrumok 

hullámszámai felfoghatók változókként. Egy spektrum több száz változót 
tartalmazhat, de nem mindegyik hullámszám hordoz lényegi információt a mintában 
lév� komponensekr�l. A kevésbé informatív hullámszámoknál mért intenzitások 
sokszor a kiértékelés szempontjából feleslegesek, s�t ronthatják a mennyiségi 
meghatározás pontosságát. Ez fokozottan érvényes a hatóanyagok polimorfjainak 
spektrumaira, amelyek lényeges hasonlóságot mutatnak. A regressziós modellekben 
ellenben a különbségeket kell kiemelni, amit�l sokkal pontosabb mennyiségi 
meghatározást remélhetünk. Bár a f�komponens analízisen alapuló módszerek 
esetén is dimenziócsökkentés történik, a f�komponensek/ látens változók 
megalkotása az összes változó figyelembevételével történik, így a nem informatív 
változók is kifejtik hatásukat. Ezért célszer�, ha ezeket a változókat modellépítés 
el�tt eltávolítjuk az adathalmazból. Munkánk során két változó-kiválasztási 
módszert teszteltünk, az intervallum PLS-t (iPLS) és a genetikus algoritmusokkal 
támogatott parciális legkisebb négyzetek módszerét (PLS-GA). 

iPLS: Ha spektrumokról beszélünk, akkor a szomszédos változók általában 
nem függetlenek egymástól, mert az egyes csúcsok/sávok szélesebb hullámhossz-
tartományokra terjednek ki. Intervallum PLS esetén ezért a spektrumokat 
változóablakokra bontjuk fel úgy, hogy az egyes ablakok általunk definiált számú, 
egymással szomszédos változókat tartalmaznak. Az algoritmus kétféleképpen 
futtatható. Beállítástól függ�en lehetséges lépésenkénti változóbevonás, amikor egy 
kezdeti változóintervallumhoz adja hozzá a következ�ket (forward iPLS), amíg fel 
nem épül egy optimális számú változót tartalmazó modell. Fordított esetben 
változóelhagyásról beszélünk, mely esetén az összes ablakot tartalmazó kezdeti 
modellb�l folyamatosan hagyja ki azokat (reverse iPLS). Az eljárás során minden új 
ablak beépítése/ kivétele után az aktuális adathalmazból PLS modell készül és a 
modellek keresztellen�rzési hibájának (RMSECV) minimalizálásával dönti el, hogy 
mely változók modellbe való beépítése/benne hagyása javítja vagy rontja a 
meghatározást. Ilyen módon az iPLS szisztematikus keresés során határozza meg, 
hogy melyek az adathalmaz legfontosabb változói. A megfelel� modell megtalálása 
optimálást igényl� feladat. Mintánkon teszteltük mindkét futtatási formát különböz� 
intervallum-szélességekkel (50, 25, 10 és 5 változót tartalmazó ablakokkal). A CLS 
és a PLS módszer eredményeinek összehasonlítása az 5. ábrán látható. 

A PLS módszer két futási formáját összehasonlítva azt állapíthatjuk meg, 
hogy más változókat választanak ki (más lokális RMSE minimumokat találnak), de 
mindkét eset eltávolítja a változók jelent�s részét és csak néhány ablak használatával 
történik a legjobb PLS modell felépítése. Eredményeink azt mutatják, hogy a 
reverse mód használatával valamivel kisebb meghatározási hiba érhet� el, valamint 
az egyes ablakokban lév� változók számának csökkentésével is javítható a 
pontosság. Itt meg kell jegyezni, hogy változóintervallumok csökkentése az 
el�rejelzés hibájára (RMSEP) kedvez�tlenül hat. Az értéke adott esetben nagyobbá 
válhat, minta keresztellen�rzés hiba (RMSECV), ami a modell túlillesztéséhez 
vezet. A modellt jellemz� paraméterek alapján kijelenthetjük, hogy az említett 
szempontok figyelembevételével épített modellel a teljes adathalmazt felhasználó 
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PLS modellhez képest javulás érhet� el a Carvedilol polimorf rendszer 
meghatározásában. A meghatározás hibája 2% alá csökkent (2. táblázat). A 
nemlineáris viselkedés is csökkenthet� a módszerrel. 

Genetikus algoritmusokkal támogatott PLS regresszió: Az iPLS hátránya, 
hogy a szisztematikus keresés következtében gyakran csak a lokális minimumot 
képes megtalálni. Ezt a hátrányt küszöbölhetjük ki a genetikus algoritmusok 
segítségével. A módszer természetb�l vett evolúció analógiáját használja fel, hogy 
globális minimum értéket találjon. Az algoritmus az adathalmazt szintén 
változóablakokra bontja, amelyekb�l véletlenszer� módon választ ki 
részhalmazokat. Ezek lesznek a „gének”. Az ezekb�l épített PLS modellek 
„életrevalóságát” (RMSECV értékét) vizsgálva dönt az egyes halmazok 
elhagyásáról vagy megtartásáról. A túlél� géneket keresztezve, majd mutációs lépést 
is megengedve hozza létre az új generációt, melyet újra PLS modellezéssel vizsgál.  
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A lépésekb�l látszik, hogy a folyamat végteleníthet�, azonban megadott 
konvergenciakritérium vagy a maximális generációszám elérésével leállíthatjuk az 
algoritmust. Az ablakszélesség, populációk számának meghatározása itt is 
optimalizálási feladat. Az algoritmust nyomon követ� diagramokról leolvasható, 
hogy a generációk számának növelésével az életrevalóság n� (azaz az RMSECV 
értékek csökkennek), illetve egyre kevesebb ablakot tartalmaznak a modellek. Ez a 
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megfigyelés egyezik az iPLS-nél tapasztaltakkal. A véletlenszer�ség miatt az 
eredmények nem reprodukálhatók, de az algoritmus többszöri futtatása során 
megfigyelhet� volt, hogy bizonyos változóablakok ismételten megjelennek a 
modellben, valamint a modellek hasonló eredményt adnak. A meghatározás hibáját 
PLS-GA használatával is sikerült csökkenteni a PLS modellhez képest (2. táblázat). 
Egyes futások eredményeként túlillesztés is tapasztalható. Ez a hiba csökkenthet� 
lehet az algoritmus leállításával korábbi generációnál. Eredményeink alapján 
egyértelm�, hogy mind az intervallum PLS-sel mind a genetikus algoritmusokkal 
végzett változó-kiválasztást hasonló Raman-spektrumok esetén célszer� alkalmazni, 
használatukkal a regressziós modell jobb eredményeket adnak. 

 
Nemlineáris módszerek alkalmazása regresszióra 
Polinomiális részleges legkisebb négyzetek módszere (pPLS): A 

polinomiális részleges legkisebb négyzetek módszere során is PLS regressziót 
hajtunk végre. 
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A pPLS a közönséges PLS módszert�l abban különbözik, hogy a 
f�komponens-együtthatókkal végzett regresszió során magasabb fokú regressziós 
függvényt alkalmazunk a lineáris helyett. A megfelel� modellhez tehát a látens 
változók számának meghatározása (itt is a 2 LV-t választottuk) mellett a polinom 
fokszámát is optimálni kell. Az optimálást az el�z� módszereknél is többször 
alkalmazott RMSE értékek alapján végeztük el. A különböz� fokszámú 
polinomokkal végzett PLS modellezések RMSE értékeit a polinom fokszámának 
függvényében ábrázoltuk. Az optimális fokszámot az RMSECV értékek minimuma 
mutatja a 6. ábrán. Az RMSEP és RMSEC értékek ábrázolásával a túlillesztés 
mértékét is vizsgálhatjuk a diagramon. Magas fokszám esetén az RMSEC értékek 
csökkenése mellett az RMSEP és RMSECV növekedését tapasztalhatjuk, mivel 
ekkor a hibák miatti ingadozásokra is ráillesztjük a görbét. A legjobb eredményeket 
a másodfokú polinomra való illesztés adja. A lineáris modellek reziduum ábráin 
látható parabolaszer� elhelyezkedés ebben az esetben elt�nik (7. ábra). 
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Helyileg súlyozott regresszió (LWR): E módszer használatával úgy 
illesztünk nemlineáris görbét a kalibráló pontokra (PLS-sel nyert f�komponens 
együtthatókra), hogy a regresszió során az algoritmus nem az összes pontot veszi 
figyelembe, hanem az adott pontnak csak bizonyos számú szomszédját. 
Összehasonlítottuk a különböz� számú szomszédos pont használatával épített 
modellek hibaértékeit a lokális pontok számának meghatározásához (8. ábra). A 
lokális pontok számának minimuma 2, maximuma a kalibráló pontok száma (azaz az 
összes pontot szomszédosnak tekinti). A hibaértékek akkor adódtak optimálisnak, ha 
körülbelül a pontok felét szomszédosnak tekintjük (36 kalibráló pontból 19 
szomszédos pont). 

Támogatóvektorok módszerével végzett regresszió (SVM): A 
támogatóvektorok módszere egy olyan gépi tanulási algoritmus, mely az 
adatmátrixot magasabb dimenzióba transzformálja úgy, hogy ez által a nemlineáris 
adatok lineárisra illeszkedjenek. Ezt egy un. „kernelfüggvény” segítségével valósítja 
meg, mely „kacskaringósságát” a � paraméter jelzi. A regressziós függvény 
illesztéséhez egy � paraméterrel definiált nagyságú t�réshatárt használunk, melyen 
belüli pontok a függvény illesztésében nem vesznek részt, csak a t�réshatártól 
távolabb es� pontokat bünteti, a távolsággal egyenes arányban (az arányossági 
paraméter a C (cost/veszteségi) paraméter). Ezek a kívülre illetve a t�réshatárra es� 
pontok a támogatóvektorok, melyek kifeszítik a regressziós függvényt. A modellben 
tehát nagy szerepet játszik a �, � és C paraméter beállítása. Munkánk során radiális 
bázisfüggvényt (Gauss-görbéket) használtunk kernelfüggvényként. 
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A 3 paraméter optimális értékének megtalálásához a hiperfelület kétdimenziós 
vetületein az RMSECV értékeket vizsgáltuk. Az ábrákon két-két paraméter 
változásának hatása láthatjuk, ha a harmadikat állandó értéken tartjuk. Az RMSECV 
értékek minimalizálásával azonban nagyon sok támogatóvektort használ a modell, 
mely túlillesztéshez vezet. Az ábrákon az is szembet�nik, hogy � értékét�l kisebb 
mértékben függ az RMSECV értéke. Azonban ha ezt a paramétert nagyobbnak 
választjuk, akkor a támogatóvektorok számát csökkenthetjük. Ebb�l a tényb�l 
indultunk ki, amikor nagyobb � értékhez kerestük meg � és C optimumát. A új 
optimálás következtében a támogatóvektorok számát 7-re csökkentettük és az 
el�rejelz�-képesség javult (RMSEP csökkent). Az így optimált modellel olyan 
eredmények adódtak, amelyek az el�z� nemlineáris modellekkel összemérhet�k.  

A modellek összehasonlítása 
Küls� validálás: A modellépítés során a legf�bb szempont a modellekkel a 

legjobb el�rebecsl�képesség elérése volt. A jöv�beni mintákon való használhatóság 
jellemzésére az RMSECV és RMSEP értékeket használtuk, a modellek 
optimalizálásával igyekeztünk elkerülni a túlillesztést. A modelleket küls� 
validálással is vizsgáltuk, azaz meghatároztuk teljesítményüket a modellépítéshez 
egyáltalán nem használt térkép koncentrációjának becslésére. Ehhez 5% Form I és 
95% Form II polimorfot tartalmazó keverék 101x101 pontot tartalmazó Raman-
térképét használtuk. Az egyes pontok koncentrációból számolható a térkép becsült 
átlagkoncentrációja, mely megmutatja, hogy a modellek mennyire jól alkalmazhatók 
az új minták pontos becslésére. A különböz� modellekkel becsült Raman-térképeket 
mutatja a 9. ábra. A tendencia ezek alapján is jól mérhet�. A megállapított 
koncentrációértékek átlagai közül a nem lineáris LWR módszeré mutatta a névleges 
5% I-es formát tartalmazó mintára a legjobb becslést. 
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SRD: A modellek összehasonlításának objektív lehet�sége a 

Rangszámkülönbségek abszolútérték-összegének módszere (SRD). A módszerrel a 
modellek jóságát tudjuk vizsgálni egy meghatározott referenciához képest. A 
referenciától való eltérések abszolút értékeit összegezve adódik az egyes becsült 
koncentrációk rangsora. A referenciára leginkább hasonlító modell kapja a legkisebb 
rangszámot. A referencia jelen esetben a bemért koncentráció illetve referencia lehet 
a modellekb�l számolt koncentrációk átlaga is. Több referenciát alkalmazva 
lehet�ségünk van arra, hogy referenciáktól független megfigyeléseket tegyünk. A 
bemérési koncentrációkat használva referenciaként a módszer érzékenyen jelzi, ha a 
modell a közeli koncentrációtartományokat nem tudja jól elkülöníteni. Ez 
megjelenik például a CLS modell esetén, mely során egyes koncentrációkat nagyon 
félrebecsült az algoritmus, így az SRD esetén a nagyobb rangszámot kapott. A 
nemlineáris módszerek szerepeltek a legjobban a vizsgálat alapján, viszont a 
változó-kiválasztási algoritmusok magas rangszámot kaptak. Az eltérés oka az 
RMSE értékekkel jellemzett modelljóságtól az lehet, hogy az RMSE értékek az 
egész koncentrációtartománnyal számolva jellemzik a modellt, míg az SRD által 
nyerhet� eredmények leginkább a reziduumokhoz hasonlíthatók. A kapott 
sorrendeket a 10. ábra mutatja be.  
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Az ábrákon látható, hogy az összes modell jelent�sen eltér attól, mintha 

random számokat írnánk becslésnek. A jobb láthatóság érdekében a releváns 
tartományra ránagyítottunk. Kit�nt, hogy az LWR és a pPLS módszerek voltak a 
legjobbak mindkét referencia-sorrenddel és ezeket követte a PLS, mint els� lineáris 
regressziós módszer. A referenciamódszerek nem teljesítettek jól, és meglep� 
módon a változó-kiválasztási módszerekkel segített PLS módszerek sem bizonyultak 
nagy pontosságúnak. Az SVM regresszió az átlag koncentrációkra vett referencia 
beállításakor a 4. legjobb volt, míg a valódi koncentrációkat a CLS-sel 
egyenrangúan becsülte. 
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